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基于社会注意力机制的行人轨迹预测方法研究 

李琳辉 1,2，周彬 1，连静 1,2，周雅夫 1 
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摘  要：为提高行人交互中轨迹预测速度、精度与模型可解释性，提出了一种基于社会注意力机制的 GAN 模型。

首先，定义了一种新型社会关系，对行人间的影响进行社会关系建模，设计了基于注意力机制的网络模型，提高

了网络预测速度和可解释性。然后，探索不同池化汇集机制对预测结果的影响，确定性能优异的池化模型。最后，

搭建了轨迹预测网络，并在 UCY 和 ETH 数据集中进行训练。实验结果表明，所提模型预测精度优于现有方法，

且实时性较现有方法提升 18.3% 。 
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based on social attention mechanism 
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Abstract: In order to improve the speed, accuracy and model interpretability of trajectory prediction in pedestrian inte-
raction, a GAN model based on social attention mechanism was proposed. Firstly, a new type of social relationship on 
pedestrians was defined to model social relationships and a network model based on the attention mechanism was de-
signed to improve the speed and interpretability of network prediction. Secondly, the influence of different pooling me-
chanisms on the prediction results was explored to determine the pooling model with excellent performance. Finally, a 
trajectory prediction network was built on this basis and trained on the UCY and ETH data sets. The experimental results 
show that the model not only has better prediction accuracy than the existing methods, but also improves the real-time 
performance by 18.3% compared with the existing methods. 
Key words: pedestrian trajectory prediction, generative adversarial network, attention mechanism, social force model, 
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1  引言 

行人运动的数据分析对于道路安全、机器人

导航[1]、安全监控等领域具有重要的意义。研究

行人轨迹需要收集行人的数据并进行离线分析，

了解行人行为和周围环境并以此做出合理决策。

在具有实时决策功能的系统中对行人的行进路线

进行预测，可以尽早发出警报或者采取相应的预

防措施。 
轨迹预测问题可视为序列决策问题，即根据行
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人过去时刻的位置预测未来时刻的轨迹。但该问题

非常复杂。首先，行人的运动具有一定的随机性，

在预测任务中生成一条确定性轨迹是不符合实际

情况的。其次，每个行人并不是独立存在的，根据

Mehdi 等[2]的研究，70%的行人倾向于成群行走，

他们在同一时空下进行交互，这使处理该问题变

得更加困难。 
现有的行人轨迹预测方法可分为两类：一类是

基于模型的方法，另一类是基于数据驱动的深度

学习的方法。Kitani 等[3]证明静态环境的语义信息

（例如人行道的延伸区域和斑马线的位置等）有助

于模型更加准确地预测未来时刻的行人轨迹。Lee
等[4]从顶视图像中学习场景的上下文来预测每个

智能体将来的轨迹。Yamaguchi 等[5]采用基于优化

的方法，通过手动设计涵盖运动相关方面的目标

函数，实时优化函数参数。但此类基于模型的方

法在处理轨迹预测问题时受到两方面限制：1) 需
要手动设计模型函数来模拟人与人之间交互的场

景，而不是通过数据拟合函数，这使模型函数只

能适用于简单的交互场景（如引力/排斥力社会力

模型）；2) 模型专注于建立当下相邻行人的交互，

但无法对将来时刻发生的交互行为进行合理建模

及预测。 
近年来，随着计算机视觉和人工智能相关技术

的飞速发展，基于深度学习的行人轨迹预测方法

引起了研究人员的关注，基于循环神经网络（RNN, 
recurrent neural network）及长短时记忆（LSTM, 
long-short term memory）网络[6]的方法已经被证明

在处理时序问题时的有效性，但基于 RNN 及 LSTM
的方法无法对行人之间的空间联系进行有效建

模。在文献[7]中，行人集合被建模为时空图，其

中边（时间和空间）与 RNN 相连，时间边捕捉单

个行人的信息，空间边捕捉行人交互的信息，输

出采用双变量高斯分布，该方法能较好地对时空

信息进行有效建模，但计算复杂。Alahi 等[8]提出

了社会长短时记忆（S-LSTM, social long-short 
term memory）网络模型，通过对周围行人进行网

格化建模，将周围行人的不同特征进行隐藏池化，

利用隐藏特征计算预测轨迹。Gupta 等[9]将基于生

成对抗网络（GAN, generative adversarial network）[10]

的方法引入行人轨迹预测领域，并使用最大池化方

法生成多条社会可接受的轨迹，但该方法提取的

特征是经过池化模型后的最大特征，模型忽略对

行人交互有用的其他特征信息。Sadeghian 等[11]

通过融合环境中场景的上下文信息以及行人的历

史轨迹，使用 GAN 网络生成多条物理条件下的

可接受轨迹。Vineet 等[12]将图注意力（GAT, graph 
attention）网络[13]引入轨迹预测领域，通过使用

图注意力网络增强轨迹预测的推理能力。但当前

基于数据驱动方法的网络模型存在网络冗余度

增大，可解释性降低，实时性不高及精度不足等

问题。 
针对上述方法存在的问题，本文从社会力模

型、注意力机制、最优池化机制及 GAN 网络这 4
个角度入手，提出了一种基于社会注意力机制的

GAN（SA-GAN, social-attention GAN）模型，其结

构如图 1 所示。首先，定义一种新型的社会关系，

用来描述行人之间的相互影响，实现交互场景中行

人相互关系的社会关系建模，并设计注意力模型对

行人的社会关系进行注意力建模，减少模型冗余

度，提高预测速度和可解释性。然后，探索不同池

化汇集机制对于轨迹预测结果的影响，选择相应场

景下性能优异的池化汇集模型，提高预测精度。最

后，构建轨迹预测模型，设计相应的损失函数和模

型参数，最大程度上避免 GAN 模型在训练时发

生模式崩溃。实验表明，基于本文方法进行的轨

迹预测，在提高预测速度的同时有效提高了预测

精度，并达到减少模型冗余度和提高模型可解释

性的效果。  

2  轨迹预测模型构建 

2.1  轨迹预测问题定义 
轨迹预测问题可以表示为根据行人过去的

状态和信息来估计将来时刻的状态。第 i 个行人

在τ 时刻的状态为该行人的位置，用二维坐标表

示为 2( , )i i ix yX τ τ τ= ∈ ，所有行人轨迹的集合为 

 1: 2 |{( , ) 1,2, , } [ ]t k k
i i ix y k t i NX = ∈ = ∀ ∈  (1)     

 [ ] {1,2, , }N N∈  (2) 

其中，N 是行人轨迹的数目，t 是行人轨迹中所输

入观测轨迹长度。用 1:T
iY 表示第 i 个行人在(t+1)～

(t+T)时刻数据集中真实的轨迹序列，
1:T
iY 表示模型

预测输出的轨迹序列，T 表示行人轨迹中输出的轨

迹的长度，则 

 
1: 2{( , )

1, 2, , } [ ]
|T k k

i i iY x y k
t t t T i N

= ∈ =

+ + + ∀ ∈，
  (3) 
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1: 2{( , ) 1,

2, , },
|

[ ]

T k k
i i iY x y k t

t t T i N
= ∈ = +

+ + ∀ ∈
 

(4)
 

轨迹预测的目标是将每个行人的 1～t 时刻的

轨迹输入模型，通过学习模型的参数 'W ，预测每一

位行人在 ( 1)t + ~ ( )t T+ 时刻的轨迹
1:T
iY 。 

 1: 1: '( ; )T t
i iY f X W=  (5) 

其中，模型参数 'W 是模型中所有使用的深层神经网

络的权重。使用反向传播算法对模型所有权重参数

进行训练，对行人预测轨迹和真实轨迹通过最小化

损失函数 *W 实现随机梯度下降。 
2.2  轨迹预测生成模型 

如图 1 所示，SA-GAN 的整体网络架构由几个

关键模块组成，分别为轨迹生成器 G、社会注意力

模型 SA（包括社会关系 S 和注意力模块 A）、池化

模块P和轨迹判别器D。轨迹生成器G接收行人 i 过
去时刻的轨迹 1:t

iX ，并将行人的轨迹特征经过编码

器编码，得到隐藏向量 1:t
iH ，然后与行人之间的社

会关系一起输入注意力模块 A 中，突显出最重要的

信息后输出。池化模块 P 将注意力模块的输出 t
iA 作

为输入用来生成池化向量 1:t
iP ，学习行人之间的互

动以及行人对每位行人未来路径的影响，解码器接

收隐藏向量 1:t
iH 、池化向量 1:t

iP 和噪声 z 作为生成器

生成轨迹的条件生成预测轨迹。轨迹判别器 D 则接

收生成器 G 生成的预测轨迹 1:T
iY 和数据集样本中的

真实轨迹 1:T
iY ，通过强制生成器模型生成更逼真的

样本（轨迹）来确定模型的有效性。 

3  社会注意力模型搭建 

将轨迹预测问题视为序列决策问题，单个行人 i
在时刻 t 的状态不仅与当前位置信息和过去状态有

关，也与周围其他行人的影响有关，为准确描述周

围行人对行人 i 的影响，本文基于行人之间的社会

关系对行人的影响进行社会建模，行人之间的社交

关系 ijS 定义如下。 

1) 行人之间的相对距离 ijR 。 

 =| |t t
ij i jR X X−   (6) 

2) 行人 j 与行人 i 的方位角 ijθ ，即行人 i 的速

度向量和行人 j 与行人 i 位移向量的夹角。 

 ( )1cos ( ), ( )t t t t
ij i i i jθ −= − −X X X X   (7) 

3) 行人之间的最近距离 ijD ，即 2 个行人将要

达到的最小距离。 

 min(| |)t t
ij i jD X X= −   (8) 

2 个行人之间的方位角用来提取行人轨迹状态

的方向信息。相对距离的大小直接影响行人间的交

互，相对距离越小，对行人交互的影响越大。行人间

 
图 1  SA-GAN 网络架构 
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的最短距离可以使模型有效地提取行人交互时避

免碰撞的特征信息。社交关系 ijS 经过嵌入层ϕ 嵌

入，将输出送到多层感知器（MLP, multilayer per-
ceptron），其中Wϕ 和 MLPW 分别为嵌入层和 MLP 的

权重参数。行人 i 与行人 j 之间进行交互后的特征

向量 ijF 为 

 MLPMLP( ( ; ); )ij ijS W WF ϕϕ=  (9) 

注意力机制[14]源于人类的视觉注意力机制，

人类利用有限的注意力资源从大量的信息中提取

出有效信息，是人类长期进化出的生存机制。基

于深度学习的注意力机制最先应用于图像领域，

其机制与人类的视觉注意力机制相似，都是从众

多的信息中获取对任务目标最有效、最关键的信

息。之后注意力机制被广泛应用于语音识别、机

器翻译等自然语言处理领域，借助编码器−解码

器模型 [15]在相关领域取得了很好的成果 [16]。本

文注意力模块与人类视觉注意力机制类似，都更

加注意所在意的信息。在观察一幅图像时并非一

次性就了解图像的全部，而是先将注意力集中到

图像的局部特征。与观察图像类似，当处理人与

人交互的复杂场景时，通常行人会结合当前的状

态和周围行人的影响，着重注意对自己有影响的

部分信息，以迅速做出相应决策和改变轨迹[17]。

为评估其他行人对行人 i 的影响，通过编码器模

块输出的隐藏向量 t
iH 与行人交互后的特征向量

ijF 结合，输入注意力模块得到行人 i 的注意力向

量 t
iA 。 

 [ , ]t
ij i= F HCon  (10) 

 attATT( ; )t
i W=A Con  (11) 

其中，Con 模块进行向量的拼接；注意力模块ATT
使用对文献[18]所提结构进行改进的软注意力机

制设计使用多层感知器，使整个体系可以通过反

向传播算法进行端到端的训练； attW 为注意力模

块的权重。添加社会注意力机制后的模型不仅可

以处理复杂场景中的行人交互，为轨迹预测增加

可解释性，同时抑制输入数据的冗余，使预测模型

将重点放在重要特征上，加快模型收敛时间，节省

计算资源。 

4  网络结构设计 

通过分析当前先进的轨迹预测模型，本文选择

基于生成对抗网络的网络架构[19]来生成预测轨迹，

并进一步探究提高轨迹预测性能的方法，在所提改

进的社会注意力模块的基础上，探索最优池化汇集

方法。 
4.1  建立池化模型 

在搭建好社会注意力模型后，将含有注意力信

息的注意力特征向量 t
iA 汇总到池化模块中，池化模

块 P 总结行人做出决定所需要的所有信息，得到输

出的池化向量 t
iP ，以实现多人共同推理，跨 LSTM

实现信息共享的功能。 
4.2  轨迹生成器结构设计 

轨迹生成器 G 基于编码器−解码器框架，采用

类似于条件 GAN 的架构（如图 1 所示）来缓解 GAN
训练模式崩溃的问题，由 encoder、social module、
attention module、pooling module 和 decoder 组成。

首先使用单层 MLP 作为嵌入层，将行人 i 在 t 时
刻的位置 t

iX ，从坐标空间映射到特征空间得到特

征向量 t
iE ，将嵌入的特征向量 t

iE 经过 LSTMencoder

编码器编码处理，学习轨迹的时间特征，得到

LSTM 层的隐藏向量 t
iH 。 

 EMLP( ; )t t
i i WE X=  (12) 

 1
encoder encoderLSTM ( , ; )t t t

i i i WH E H −=  (13) 

其中，MLP( )⋅ 是采用 ReLu 激活函数的嵌入层， EW
是嵌入层的权重参数， encoderW 是编码器模块的权重

参数，参数由场景中的所有行人共享。 
在解码及生成样本分布的过程中，设计一个类

似于编码器的 LSTM 结构作为解码器，不同于其他

LSTM 结构隐藏状态的随机初始化，decoder 的初始

化是采用经过社会注意力处理的池化向量 t
iP 、编码

器隐藏向量 t
iH 与随机噪声 z 合成的特征向量

t
iCon 。decoder 作为具有输入条件的轨迹生成器，

输入条件是上一时刻的轨迹隐藏状态和解码器初

始化的隐藏状态。 

 [MLP( , ), ]t t t
i i i z= P HCon  (14) 

1 1
decoder decoderLSTM ( , ( , ); )t t t t

i d i i iE x y W− −
− =H Con  (15) 

 ( , ) ( )t t t t
i i i i dx yY Hϕ −= =   (16) 

在进行 obs pred( 1, )T t t= + 时刻的轨迹预测时,循

环式(17)～式(20)所示过程。 

 ( , , )t t
i i d n dP − −=P H H   (17) 

 1
MLPMLP( , ; )t t

i d i i d WH P H+
− −=  (18) 
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1 1
decoder decoderLSTM ( , ( , ; ); )t t t t

i d i d i i EE x y W WH H+ +
− −=  (19) 

 1 1 1 1( , ) ( ; )t t t t
i i i i dx y WY H ϕϕ+ + + +

−= =  (20) 

其中， decoderW 、 MLPW 和Wϕ 为 LSTM 解码器、MLP

及输出层的网络参数。 
4.3  轨迹判别器结构设计 

如图 1 所示，轨迹判别器由 LSTM 层以及

MLP 组成，LSTM 层对输入的轨迹进行编码，输

入真实轨迹和生成器生成的虚假轨迹，输出编码

器的隐藏状态 HD，通过 MLP 对轨迹的真假性进

行打分。 

 
1:

D encoder DLSTM ( ; )
T

iH W= Y  (21) 

 DScore MLP( ; )mH W=  (22) 

4.4  损失函数及模型参数的确定 
由于 GAN 训练很困难,当轨迹生成器 G 和轨

迹判别器 D 之间不平衡时，很容易造成梯度消

失或者模式崩溃（采样的合成数据没有多样

性），特别是在预测行人轨迹时，避免模式崩溃

至关重要[20]。现有的大多数轨迹预测的方法都使

用了真实轨迹与预测轨迹的 L2 范数来估计未来

的状态 [19]，使用 L2 损失虽然可以加快损失函数

的收敛速度，但是其趋向预测一条未来平均轨迹

（即每个行人将来可行轨迹的均值），本文采用

GAN 对抗损失函数以及改进的 L2 损失函数来避

免这一问题。SA-GAN 损失函数 *W 的基础是对

抗损失，在其基础上结合多样性损失，增加轨迹

生成的多样性。 
 *

GAN *W L Lλ= +  (23) 

其中， GANL 作为对抗损失用来优化生成器和判别器，

*L 为多样性损失，λ为损失系数。 

 
1:

data

1:
gen

1: 1:
GAN ( )

1: 1:
( )

min max [ log( )

[(1 ) log(1 )]

t
i

T
i

t T
i iP xG D

t T
i iP Y

L x

x

= Ε +

Ε − −

Y

Y  (24)
     

 1: 1: 2
* 2|| ||T t
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本文模型架构基于 PyTorch 搭建，网络结构的

MLP 中的 FC 层之后都与 L1 正则化层和激活函数

ReLU 层相连。模型中统一使用 2×64 的嵌入层做轨

迹编码处理，LSTM 网络隐藏层单元个数设置为

128，采用 8 维的高斯噪声[19]作为采样分布，使用

Adam 优化器对轨迹生成器和轨迹判别器进行迭代

训练，最小批量大小为 64，生成器和判别器的学习

率为 0.000 5，训练次数 10 000 次。 

5  实验与结果分析 

5.1  实验过程 
为评估本文提出的 SA-GAN 模型性能，本文实

验使用 2 个公开数据集，分别为 ETH[21]和 UCY[22]。

数据集包含各种类型的社会交互场景下行人的轨

迹坐标，其中包含行人交互、避免碰撞和群体行人

的轨迹坐标，以 2.5 frame/s 的速度进行手动采样标

记。其中 ETH 包含 2 个数据集（ETH 和 Hotel），
UCY 包含 3 个数据集（Zara1、Zara2 和 Univ）。为

评估算法的性能，在 5 个数据集中进行验证，采用

交叉验证的方法，分别在其中 4 个数据集中进行训

练，在另外一个数据集中测试验证。将算法在数据

集上训练的结果采用各种基准进行比较分析，并且

对注意力机制以及不同池化模型进行定性分析。实

验运行在 Ubuntu 18.04 LTS 的操作系统中，GPU 为

NVIDIA Titan X，采用 PyTorch 1.1.0，CUDA 10.1
以及 Cudnn v7.5.0 的深度学习框架。 

本文采用最具代表性的线性回归器、LSTM、

S-LSTM、S-GAN、Sophie 和 Social-BiGAT 网络作

为比较基准，说明如下。 
线性回归器，可以采用最小化 MSE 来优化回

归器的参数。 
LSTM，基于数据驱动的轨迹预测方法。 
S-LSTM，将每个行人与一个 LSTM 单元相关

联，采用社交池化机制收集相邻行人的隐藏状态并

进行预测。 
S-GAN，基于 GAN 的方法进行轨迹的生成

预测。 
Sophie，基于物理和社会注意力的轨迹预测生

成模型。 
Social-BiGAT，基于图注意力网络的轨迹预测

生成模型。 
5.2  实验分析 

与之前研究方法类似[9]，使用以下指标对每个

行人的轨迹进行预测评估。 
1) 平均位移误差（ADE, average displacement 

error）。实际轨迹与预测轨迹序列在每一个时间步

长内的 L2 欧氏距离。 

 
1

1ADE || ||
n

t t
i i

in =

= −∑ X Y  (26) 

2) 最终位移误差（FDE, final displacement er-
ror）。实际轨迹与预测轨迹序列在最终位置的 L2 欧
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氏距离。 

 FDE || ||n n
i i= −X Y  (27) 

评估测试数据集在模型预测 pred 8t = 帧（3.2 s）

和 pred 12t = 帧（4.8 s）时平均 ADE 和平均 FDE。 

5.2.1  不同池化类型分析 
池化汇集机制可以对不同行人的交互信息进

行综合分析，在行人轨迹预测任务中可以实现跨

LSTM 网络的信息共享，从而解决无法有效对行人

间的相互影响进行建模的问题。但不同池化类型对

轨迹预测问题的影响，在轨迹预测任务的研究中，

并没有深入研究探讨。 
分别采用 Gumbel Pooling、Max Pooling、

Average Pooling 及 Random Pooling 的池化汇集方

法，在不同数据集的轨迹预测任务中对平均 ADE
和平均 FDE 进行对比分析，分析结果如表 1 所示。 

训练参数的使用和 5.1 节保持一致，对比分析

了当预测步长为 8 帧时，SA-GAN 采用不同池化汇

集类型的平均 ADE 和平均 FDE。Gupta 等[9]使用的

池化方法是最大池化，但由表 1 可以看出，当使用

最大池化的方法时，该方法仅在 ETH 数据集中有

较好的表现，但是在其他数据集中的表现一般。这

可能是由于采用了最大池化的方法，对有效信息过

滤太多，无法有效保留有用的特征信息，特别是采

用了社会注意力机制，输入池化层的信息含有更多

的有效特征，进行最大池化反而结果不好。由表 1
可知，Gumbel Pooling、Average Pooling 和 Random 
Pooling 具有相似的效果，其中，Average Pooling 的

方法在 Hotel 数据集中有着很好的表现，由于 Hotel
数据集行人较少，大多数行人多为线性轨迹，当采

用 Average Pooling 的池化方法时，能够对该场景进

行更为有效的建模。Gumbel Pooling 的方法处理 ETH

数据集的任务表现性能最优。综上所述 Average 
Pooling 的方法适合处理人流量较为稀疏的场景，

Gumbel Pooling 处理人流密集场景的行人轨迹效果较

好。所以，本节模型进行精度分析和速度分析时，采

用的方法是基于 Gumbel Pooling 的池化汇集方法。 
5.2.2  模型预测精度分析 

为在评估模型时保持基准的一致性，对于生成

系列轨迹的 GAN 模型，使用文献[9]中所提方法，

使模型生成 N 个样本，并采用生成的最接近真实样

本的轨迹进行评估，本文采用的数据样本采集数量

为 N=20。表 2 显示了各种行人轨迹预测算法在预

测轨迹长度分别为 pred 8t = 帧（3.2 s）和 pred 12t = 帧

（4.8 s）时，平均 ADE（平均位移误差）和平均 FDE
（最终位移误差）的指标大小。 

对比分析各方法，模型在预测 8 帧及预测 12
帧轨迹时的平均 ADE 和平均 FDE 都随着预测距离

的增加而增加，所有网络的精度指标都明显下降，

这与预测时间越久，轨迹预测难度越大的事实相对

应。整个测试实验中，各个模型在预测 8 帧和预测

12 帧轨迹误差都有着相似的趋势。 
线性模型由于无法对不同行人之间复杂的社

会交互进行有效建模，在整个轨迹预测任务中表现

最差，但在 Hotel 数据集中 ADE 和 FDE 指标都很

好，这也证实了 Hotel 场景作为一个稀疏的场景，

行人之间的交互较少，轨迹大部分都是线性的。与

LSTM 以及基于网格划分进行池化汇集的 S-LSTM
比较，基于 GAN 的模型趋向于生成多条随机的轨

迹，比之前生成一条确定性的轨迹，有着更高的精

度和社会可接受性。基于物理和社会注意力机制的

Sophie 模型，虽在部分数据集中有着不错的表现，

但平均效果仍略低于 SA-GAN 模型。值得注意的

是，基于图注意力网络的 Social-BiGAT 模型，虽然

表 1 不同池化汇集类型的 SA-GAN 模型 ADE 和 FDE 对比分析 

数据集 
ADE/m FDE/m 

Gumbel Pooling Max Pooling Average Pooling Random Pooling Gumbel Pooling Max Pooling Average Pooling Random Pooling

ETH 0.58 0.55 0.64 0.60 1.17 1.05 1.24 1.14 

Hotel 0.31 0.45 0.29 0.34 0.62 0.86 0.55 0.65 

Univ 0.34 0.52 0.37 0.37 0.69 0.93 0.75 0.74 

Zara1 0.21 0.54 0.22 0.21 0.45 0.98 0.42 0.41 

Zara2 0.21 0.42 0.22 0.21 0.43 0.72 0.44 0.42 

平均 0.33 0.496 0.348 0.346 0.672 0.908 0.68 0.672 
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在 Zara1 和 Zara2 数据集中的性能优于本文模型，

但是由于该模型采用了 VGG 编码器对原始图像进

行处理，包含多层卷积池化操作，会显著增加模型

的参数量，将影响模型实时性。此外，相比于隐式

的使用 GAT 网络进行特征汇集，显式地通过函数

定义行人之间的交互关系，具有更高的模型可解释

性。由表 2 可以看出，SA-GAN 在 ETH、Hotel 的
测试实验中预测误差显著降低，而在 UCY 的数据

集中，本文提出的 SA-GAN 模型有较好的精度，这

是因为该模型不仅在池化模块中加入了注意力机

制，而且采用社会关系模型，对社会关系进行社会

层面的建模，加上 GAN 的优点，整个模型在本质

上趋向于产生多条符合社会规范的轨迹，这些轨迹

在一些复杂的场景和非线性轨迹化的情况中具有

良好的性能。 
图 2 中给出了 ETH 数据集的 Zara1 场景中 GT

（实际轨迹）、S-LSTM、S-GAN 和 SA-GAN 的行人

轨迹可视化对比，其中实际轨迹包括模型观测到的

表 2 各种网络在各数据集下 ADE 和 FDE 对比分析 

预测时间 数据集 
评价基准 ADE/FDE 

Linear LSTM S-LSTM S-GAN Sophie Social-BiGAT SA-GAN 

pred 8t =  

ETH 0.84/1.60 0.70/1.45 0.73/1.48 0.67/1.47 — — 0.58/1.17 

Hotel 0.35/0.60 0.55/1.17 0.49/1.01 0.52/1.05 — — 0.31/0.62 

Univ 0.56/1.01 0.36/0.77 0.41/0.84 0.34/0.75 — — 0.34/0.69 

Zara1 0.41/0.74 0.25/0.74 0.27/0.56 0.26/0.45 — — 0.21/0.45 

Zara2 0.53/0.95 0.31/0.65 0.33/0.79 0.29/0.58 — — 0.21/0.43 

               平均 0.53/0.98 0.43/0.91 0.45/0.91 0.42/0.86 — — 0.33/0.67 

pred 12t =  

ETH 1.33/2.94 1.09/2.41 1.09/2.35 0.92/1.73 0.70/1.43 0.69/1.29 0.72/1.28 

Hotel 0.39/0.72 0.86/1.91 0.79/1.76 0.67/1.37 0.76/1.67 0.49/1.01 0.50/1.01 

Univ 0.82/1.59 0.61/1.31 0.67/1.40 0.76/1.52 0.54/1.24 0.55/1.32 0.58/1.19 

Zara1 0.62/1.21 0.41/0.88 0.47/1.00 0.35/0.68 0.30/0.63 0.30/0.62 0.42/0.83 

Zara2 0.77/1.48 0.52/1.11 0.56/1.17 0.42/0.84 0.38/0.78 0.36/0.75 0.39/0.85 

               平均 0.79/1.59 0.70/1.52 0.72/1.54 0.62/1.23 0.54/1.15 0.48/1.00 0.52/1.03 

 
图 2  各模型预测轨迹可视化对比 
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8 帧数据以及将来时刻的 8 帧数据。 
图 2(a)～图 2(d)为正常人流量场景中各方法轨

迹对比，图 2(e)～图 2(f)为人流密集场景中各方法

轨迹对比。可以看出，基于本文提出的方法在各场

景中都可以达到与真实轨迹相近的预测轨迹，尤其

是在场景简单的环境中，预测轨迹与真实轨迹基本

贴合，图 2(a)中 SA-GAN 成功预测未来轨迹，并避

免与迎面而来的行人相撞，基于 GAN 的方法在预

测行人速度和轨迹上与原始轨迹基本一致，但基于

S-LSTM 的方法，预测到行人的速度会随着预测距

离的增加而降低。在图 2(b)中，可以看出最优池化

和社会注意力机制的作用，S-GAN 由于采用最大池

化进行汇集，只关注对于行人影响最大的特征，而

图 2(b)中迎面走来多个行人，预测轨迹显示，单一

地提取对行人影响最大的特征信息，因此产生了与

真实轨迹相差较大的预测轨迹，而采用社会注意力

机制和最优池化模型对周围行人特征信息进行社

会注意力建模和最优池化采样，生成的轨迹与真实

轨迹基本吻合。图 2(c)场景为并排行走的行人间轨

迹预测，各方法都表现出较强的交互能力，与

S-LSTM 方法对比发现，本文的方法通过在社会关

系建模中考虑周围行人的方向和速度，可以实现对

轨迹的精准预测，S-LSTM 尽可能避免与旁边行人

进行碰撞但没有考虑行人之间的行进方向，而产生

远离行人的预测轨迹。在图 2(e)和图 2(f)中，密集

环境中基于 S-LSTM 的预测基本失效，而基于 GAN
的方法在避免碰撞方面表现出优势。在图 2(e)和图 2(f)
中，SA-GAN都成功预测到行人快速超过前方行人，

并避免与相向行人碰撞。 
5.2.3  模型预测速度分析 

模型的预测速度对于模型预测的时效性和效

率都有至关重要的影响，尤其是在自动驾驶任务

中，更少的轨迹预测时间可以给自动驾驶系统更多

的反应时间从而做出合理的决策，可以更好地保护

行车安全和道路安全。本节对基于数据驱动的方法

进行速度时效性方面的对比分析。 
模型训练参数的选择和 5.1 节一致，所有模型

都基于 Ubuntu 18.04 系统，在单个 GPU 处理器

Tatian X 中进行预测。为验证预测的时效性，对模

型分别预测 8 帧和 12 帧轨迹所用的时间进行分析，

结果如表 3 所示。由表 3 可得，预测时间随着预测

帧数的提高而增加。基于 LSTM 的轨迹预测模型拥

有最快的预测速度，这是由于该方法采用最为简单

的 LSTM 模型，但该方法预测的精度低，无法进行交

互建模，避免碰撞。S-LSTM 需要对周围栅格地图建

模，模拟人与人之间进行交互，所以耗时最长。其他

方法较于 S-LSTM 的方法都有了速度上的明显提升，

是因为不再多次计算栅格图的隐藏状态，从而节约了

预测时间。基于 GAN 的方法中，SA-GAN 拥有更快

的预测速度，这是由于其采用社会注意力机制、最优

池化汇集机制和改进设计的条件 GAN 架构，使模型

能够实时地对特征信息进行融合分析，分析出轨迹中

重要的特征信息，并以此做出相应决策。该方法较之

前的研究，预测速度平均提升了 18.3%。 

表 3 轨迹预测模型预测速度分析 

预测模型 预测 8 帧时间/min 预测 12 帧时间/min 

LSTM 0.029 0.042 

S-LSTM 0.504 0.825 

S-GAN 0.202 0.341 

SA-GAN 0.163 0.282 

 

6  结束语 

本文提出一种基于 GAN 的轨迹生成框架，用

于实现行人交互场景下的轨迹预测。通过定义社会

注意力机制，对行人之间的交互模式进行社会建

模，注意力机制提取对行人轨迹预测最为重要的

信息，通过探索最优池化汇集机制实现跨 LSTM
信息共享。为捕获行人未来路径的不确定性，引

入生成对抗网络预测轨迹的分布。通过在常用公

开数据集中对各个基准的实验评估表明，与之前

的相关研究相比，SA-GAN 在测试数据集中，不

仅提高了预测的准确性和实时性，而且在减少模

型冗余度、提高模型可解释性以及避免碰撞方面

具有优越的性能。 
现有的轨迹预测方法，无论是基于循环递归网

络还是 GAN 结构，由于采用递归架构，导致训练

过程中参数使用效率较低，训练代价较为昂贵。未

来研究中，在 SA-GAN 的基础上基于现有方法考虑

采用时间卷积[24-25]（TCN, temporal convolutional 
network）和图注意力结构来优化模型，这将有助于

突破架构限制，在此基础上，加入轻量化的人物行

为姿态和更为丰富的语义信息处理网络，对复杂交

互场景中的行人轨迹、场景和行人姿态进行联合建

模，将有望实现行人轨迹和行人姿态的联合预测，

从而提高预测的速度、精度和可解释性。 
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